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ВСТУП 

 

З поширенням мобільних та доступних носимих пристроїв (як-то фітнес-

трекери і смарт-годинники), які оснащені сенсорами для отримання 

електрокардіограми (ЕКГ), фотоплетизмограми (ФПГ), рівня насиченості 

крові киснем (SpO2) та інших фізіологічних параметрів, з'являється 

можливість збору великої кількості даних про стан здоров’я людей. 

Використання машинного навчання та штучного інтелекту для аналізу цих 

даних дає змогу автоматично виявляти ознаки серцевих і дихальних 

захворювань.  

Без використання легких і доступних технологій скринінгу деякі з цих 

захворювань не діагностуються взагалі або ж діагностуються лише на пізніх 

етапах. Наприклад, пацієнти, що страждають на апное уві сні часто не 

розуміють причин їхніх розладів, а тому не звертаються за медичною 

допомогою, яка включає трудомісткі, незручні та дорогі методи діагностики. 

Фібриляція передсердь (миготлива аритмія) часто протікає безсимптомно на 

ранніх етапах; натомість, попередження людини про нерегулярний серцевий 

ритм від пристроїв, які людина і так застосовує, може заохотити звернутися до 

лікарів для проведення медичних досліджень, що допоможе провести медичні 

втручання якнайшвидше після виникнення розладів. 

Актуальність теми полягає у зростаючій поширеності апное уві сні та 

серцево-судинних захворювань, що значно впливає на якість життя людей. 

Традиційні діагностичні методи, хоча й ефективні, виявляються вартісними та 

незручними. Виникає потреба в розробці більш доступних методів скринінгу, 

які б дозволяли використовувати повсякденні пристрої для попередньої 

діагностики та попередження про необхідність консультації з лікарем. 

Метою дослідження є створення та вдосконалення методів машинного 

навчання для аналізу даних з носимих пристроїв з метою виявлення дихальних 

і серцево-судинних захворювань і розладів. 
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Наукова новизна полягає у застосуванні глибинного навчання для 

аналізу багатовимірних і мультимодальних даних, що включають 

електрокардіограму, оксиметрію, фотоплетизмографію, а також аудіозапис 

дихання.  

Об'єктом дослідження обрано процеси діагностики, зокрема, критерії 

визначення наявності порушень дихання чи серцевого ритму, оцінка ступеню 

їх тяжкості, а також особливості диференціації зі станами, які є схожими або 

проявляються у фізіологічних вимірюваннях схожим чином. 

Предмет дослідження охоплює моделі машинного навчання, їх 

властивості та особливості застосування до медичних даних, з особливим 

акцентом на аналіз зашумлених даних із носимих пристроїв. Важливим є 

дослідження можливостей цих моделей для виявлення складних шаблонів у 

мультимодальних даних, що включають різноманітні фізіологічні показники.  

Теоретичне значення дослідження полягає у розвитку теоретичних 

основ машинного навчання для діагностики медичних станів. Дослідження 

глибоко вбирає в себе концепції вивчення представлень (representation 

learning) та сенсорного синтезу (sensor fusion). Підходи до вивчення 

представлень зосереджуються на створенні моделей, які автоматично 

виявляють та використовують інформативні представлення даних, що сприяє 

ефективній класифікації та аналізу станів, таких як апное уві сні або аритмія. 

Це дозволяє моделям машинного навчання краще розуміти та інтерпретувати 

складні медичні дані. Сенсорний синтез сприяє розвитку методів інтеграції та 

обробки даних з різних джерел (наприклад, електрокардіограми, оксиметрії, 

фотоплетизмографії) для створення комплексного та точного зображення 

фізіологічного стану пацієнта.  

Практичне значення – у створенні доступнішого та зручнішого 

інструменту для виявлення дихальних і серцевих захворювань, що може 

забезпечити раннє виявлення цих станів і покращити діагностику та лікування 

цих розладів.
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РОЗДІЛ 1. АРХІТЕКТУРИ МОДЕЛЕЙ МАШИННОГО НАВЧАННЯ ТА 

НАБОРИ ДАНИХ 

 

1.1 Машинне навчання для визначення апное уві сні 

Розглянемо методи машинного навчання, які використовувалися для 

виявлення апное уві сні. Частина з наведених нижче досліджень присвячена 

автоматичному аналізу сигналів, отриманих із носимих сенсорів; інші 

стосуються загального аналізу сигналів, що можуть використовуватися для 

діагностики епізодів апное уві сні. Такі сигнали корисні для розуміння 

динаміки відповідних фізіологічних процесів або для оцінки інших сигналів, 

які потенційно мають діагностичну цінність. 

У дослідженні [1] не акцентується увага на використанні сигналів, які 

зазвичай отримують із носимих сенсорів (ЕКГ, ФПГ, SpO2). Натомість 

аналізуються всі сигнали, доступні в полісомнограмі (ПСГ). Це дозволяє 

оцінити можливість застосування методів машинного навчання для 

автоматичної діагностики на основі ПСГ-записів, яку на сьогодні виконують 

вручну кваліфіковані фахівці. 

Це дослідження є цікавим завдяки використанню мультимодальних 

комбінованих архітектур нейронних мереж: CNN застосовуються для 

моделювання локальних просторово-часових характеристик 30-секундних 

фрагментів ПСГ, а отримані ознаки (репрезентації) передаються на вхід RNN, 

які моделюють довготривалі часові залежності. 

Перейдемо до огляду методів, які безпосередньо стосуються 

використання сигналів, записаних носимими сенсорами. 

 Основний внесок роботи [2] полягає у використанні моментального 

пульсу (IHR) як єдиної ознаки для класифікації апное уві сні з використанням 

LSTM. У ході експериментів було досягнуто значення F1-метрики, що 

дорівнює 1,0, на наборі даних Apnea-ECG. Це демонструє перспективність 

застосування моментального пульсу як надійної ознаки для виявлення апное 

уві сні. Цікавим аспектом дослідження є використання авторами контрольного 
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набору даних із записами ЕКГ пацієнтів із аритмією, що дозволило моделі 

навчитися розрізняти зміни пульсу, характерні для аритмії, та ті, що 

спричинені апное уві сні. 

Дане дослідження підтверджує перспективність використання носимих 

сенсорів для діагностики апное уві сні. Однак застосовність цієї єдиної ознаки 

до даних із носимих сенсорів потребує подальшого дослідження. У цьому 

випадку пульс визначався за даними ЕКГ, записаними у медичних установах 

із використанням якісного обладнання. Носимі сенсори (зокрема фітнес-

трекери) мають значно нижчу точність, яка може варіювати залежно від 

діапазону значень (наприклад, фітнес-трекери оптимізовані для високих 

значень пульсу під час фізичної активності). Крім того, на точність 

вимірювань впливають інші фактори, такі як ненадійне прилягання сенсора до 

зап’ястя, та випадкові шуми. Імовірно, для використання машинного навчання 

у виявленні апное уві сні за сигналами з носимих пристроїв буде доцільно 

застосовувати мультимодальні сигнали, що дозволять компенсувати 

систематичні похибки та випадкові шуми. 

Робота [3] є ще одним прикладом дослідження, у якому для класифікації 

апное уві сні використовується лише одна ознака. В експериментах точність 

SpO2 перевищувала точність IHR, демонструючи майже ідеальні результати. 

Використання комбінації SpO2 + IHR дало ще кращі результати. Таким чином, 

застосовуючи пристрої, які надають ФПГ, можна виділити обидві ці ознаки та 

досягти прийнятної точності класифікації. 

Ще одне дослідження, у якому використано похідну ознаку, отриману з 

ЕКГ, представлено у роботі [4]. У цьому випадку було використано LSTM, які 

навчалися на інтервалах RR (тобто часових проміжках між R-хвилями на 

ЕКГ). При цьому застосовувалися досить короткі часові вікна, результати яких 

агрегувалися.  

Незважаючи на високу точність (97,80%), досягнуту на наборі даних 

Apnea-ECG, можна припустити, що для більших вибірок знадобляться моделі, 

здатні враховувати довгостроковий контекст. Це можна реалізувати за 
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допомогою архітектур типу Transformer або комбінацій CNN + RNN (де 

одновимірні CNN виділяють ознаки з коротких часових вікон, а послідовність 

цих ознак обробляється RNN), як описано у роботі [1]. 

Більшість підходів до виявлення апное мають реактивний характер: вони 

ідентифікують епізод апное через певний час після його початку або навіть 

після його завершення. У дослідженні [5] автори використали непараметричну 

статистичну модель Dirichlet-Process Mixture-Gaussian-Process (DPMG) для 

прогнозування часу, що залишається до переходу від нормального стану до 

епізоду обструктивного апное уві сні. 

Під час перевірки цього підходу на наборі даних, який включав як 

інформацію з відкритих джерел, так і закриті дані, було визначено ймовірності 

успішного прогнозування апное: від 61,1% (для прогнозу на наступні п’ять 

хвилин) до 83,6% (для прогнозу на наступну хвилину). 

Це дослідження є корисним для аналізу динаміки розвитку епізодів 

апное, а також для розробки систем, що сприяють медичному втручанню до 

появи гострих симптомів. 

Узагальнений огляд проаналізованих методів наведено в таблиці 1.1. 

  

Таблиця 1.1 

Узагальнений огляд методів 

Дослід

ження  

Мета  Сигнали  Висновки / результати  

[1]  

Визначення 

стадій сну, апное 

та рухів кінцівок 

за даними ПСГ  

Усі сигнали 

ПСГ: ЕКГ, ЕМГ, 

SaO2 та ін. 

Близький до людського 

рівень точності в разі 

автоматичного аналізу  

[2]  

Класифікація 

апное уві сні 

моделлю LSTM 

за єдиною 

ознакою — 

пульсом (IHR)  

Пульс, 

визначений за 

ЕКГ  

Пульс є інформативною 

ознакою для детекції 

апное. Застосовність 

моделей, що 

використовують лише 



8 

 

одну ознаку, потребує 

подальших досліджень  

[3]  

Огляд 

поодиноких  

ознак, за якими 

можна 

класифікувати 

апное уві сні  

IHR, SpO2 та ін. 

Використання SpO2 дає 

високу точність. 

Застосування комбінації 

SpO2 + IHR надалі 

покращує результати. 

Показує перспективність 

використання сенсорів, що 

надають ФПГ  

[4]  

Визначення апное 

уві сні за RR 

інтервалами  

RR інтервали, 

розраховані з ЕКГ  

Ця ознака корелює з 

апное; класифікація за 

нею дає високу точність. 

Урахування більш 

довгострокового 

контексту може дати 

кращі результати  

[5]  
Прогнозування 

апное уві сні  

Вручну створені 

ознаки, що 

базуються на 

HRV  

(з ЕКГ)  

Прогнозування апное уві 

сні за сигналом ЕКГ 

можливе з прийнятною 

точністю за одну–три 

хвилини  

до епізоду апное  

 

1.2 Великі базові попередньо навчені моделі для аналізу фізіологічних 

часових сигналів 

 

Базові моделі зазвичай навчаються шляхом маскування вхідних даних і 

передбачення пропущених елементів: 

● Маскування: Частина вхідних даних (наприклад, слова, пікселі чи інші 

фрагменти) приховується або спотворюється. 

● Передбачення: Модель намагається відновити пропущені частини, 

використовуючи контекст з решти даних. 
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Цей підхід дозволяє моделі зрозуміти структуру і взаємозв’язки у даних, 

що робить її універсальною для подальшого донавчання (fine-tuning) для 

конкретних задач. Наприклад, у тексті маскується частина слів (метод MLM, 

Masked Language Modeling), як у BERT, або передбачаються наступні слова, 

як у GPT. 

У галузі аналізу часових рядів запропонували перспективні підходи, які 

використовують передові архітектури: TimesNet [6] – модель часових 2D 

варіацій, Mamba [7] – модель вибіркового простору станів (state-space 

модель), що поєднує рекурентний та згортковий підходи, MOMENT [8] – 

сімейство попередньо навчених часових моделей на основі трансформерів, 

TimesFM [9] – трансформер, що має лише декодер, MOIRAI [10] – 

трансформер для універсального прогнозування. Ці архітектури пропонують 

значні покращення порівняно з традиційними моделями, вирішуючи такі 

проблеми, як довгострокові залежності, гетерогенність даних та 

обчислювальна ефективність. Їх застосування є надзвичайно перспективним 

для аналізу фізіологічних сигналів та задач класифікації. 

TimesNet [6] пропонує передовий підхід до аналізу часових рядів, 

перетворюючи одновимірні часові дані в 2D-тензори для чіткого виділення 

внутрішньоперіодичних та міжперіодичних варіацій. Ця структура особливо 

перспективна для аналізу фізіологічних сигналів, таких як ЕКГ чи ФПГ, де 

різнорідні патерни — наприклад, періодичні серцеві цикли та довготривалі 

ритмічні варіації — є критичними для виявлення аномалій. Використовуючи 

параметрично ефективні inception-блоки, адаптовані з комп'ютерного зору, 

TimesNet забезпечує детальне моделювання часових закономірностей, що 

робить його особливо привабливим для класифікації малопомітних патернів 

ієрархічної природи, пов'язаних із серцевими захворюваннями чи дихальними 

порушеннями.  

Модель Mamba [7] впроваджує вибіркові простори станів (selective state-

space model) як інноваційний підхід до моделювання послідовностей, що 

особливо корисно для роботи з довгими послідовностями, такими як 
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фізіологічні часові ряди. Завдяки залежності параметрів SSM від вхідних 

даних, Mamba вводить поняття «вибірковості», що дозволяє моделі 

зосереджуватися на релевантних вхідних даних і відфільтровувати шум, 

виправляючи обмеження лінійних моделей зі сталими параметрами. Цей 

механізм покращує контекстну обізнаність, що є важливим для таких задач як 

виявлення хвороб за сигналами ЕКГ/ФПГ. Лінійне масштабування обчислень 

із довжиною послідовності забезпечує ефективність, перевершуючи 

результати трансформерів на різних модальностях.  

У статті [8] представлено MOMENT, сімейство попередньо навчених 

базових трансформерних моделей для аналізу часових рядів. Вирішуючи 

проблеми, такі як непослідовні характеристики часових рядів і відсутність 

великих, цілісних наборів даних, MOMENT використовує нову базу даних 

"Time Series Pile", що включає різноманітні набори даних зі сфер охорони 

здоров’я, інженерії та фінансів. MOMENT навчений на задачі прогнозування з 

маскуванням, що дозволяє досягати високої ефективності в завданнях 

класифікації, прогнозування, виявлення аномалій і заповнення пропусків із 

мінімальним донавчанням. Його архітектура включає нові підходи, як-то 

представлення у вигляді патчів та оборотна нормалізація, щоб працювати з 

різними часовими розподільчими здатностями та амплітудами. Здатність 

MOMENT ефективно працювати в умовах низької кількості даних робить його 

особливо перспективним для задач аналізу фізіологічних даних, оскільки 

наявні набори даних у медичній сфері зазвичай достатньо малі через високу 

вартість розмітки експертами. 

У статті [9] представлено TimesFM, базову модель, розроблену для 

прогнозування часових рядів. Надихаючись досягненнями великих мовних 

моделей, вона використовує лише декодерну архітектуру в поєднанні з 

розбиттям вхідних даних на патчі для обробки даних часових рядів. TimesFM 

була попередньо навчена на великому корпусі реальних і синтетичних наборів 

даних часових рядів, демонструючи високі можливості нульового навчання 

(zero-shot) у прогнозуванні для різноманітних наборів даних і гранулярностей, 
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досягаючи точності, порівнянної з моделями, оптимізованими для конкретних 

задач. Ефективна архітектура моделі дозволяє адаптивне прогнозування для 

змінних історій і довжин прогнозу.  

У статті [10] представлено MOIRAI, нову модель на основі 

трансформерів, розроблену для універсального прогнозування часових рядів. 

Вона вирішує ключові проблеми в цій галузі, такі як обробка даних з різною 

частотою, змінна кількість вимірів і ймовірнісне прогнозування для 

різноманітних наборів даних. MOIRAI використовує унікальний механізм 

«Any-variate Attention» для роботи з багатовимірними даними та застосовує 

гнучкий підхід до сумішей розподілів для ймовірнісних прогнозів. Модель 

навчалася на LOTSA — новій великій базі даних із 27 мільярдами 

спостережень у дев’яти доменах, що забезпечує високу якість в умовах 

нульового навчання, порівнянну з моделями, оптимізованими для конкретних 

задач. Також існує модель MOIRAI-MOE [11], яка є розвитком MOIRAI і 

використовує розріджену суміш експертів (sparse Mixture of Experts). 

 

1.3 Набори даних 

Розглянемо набори даних, які можна застосовувати для навчання та 

тестування моделей аналізу часових рядів, що складаються з фізіологічних 

сигналів, передусім з метою класифікації (наприклад, для визначення, чи 

містить хвилинний сегмент ЕКГ ознаки аритмії).  

Sleep Heart Health Study PSG Database [12] – це великий набір даних, що 

містить 9736 сигналів полісомнографії. Анотації містять: стадії сну, 

збудження, дихальні події, артефакти оксиметра, а також композитні анотації, 

що об'єднують всі події для детального аналізу сну. 

PTB-XL [13] – це великий набір даних, що містить 21,799 клінічних записів 

ЕКГ тривалістю 10 секунд від 18,869 пацієнтів. Набір даних охоплює широкий 

спектр патологій, таких як інфаркт міокарда, зміни ST/T, порушення 

провідності та гіпертрофія, а також містить метадані про демографію пацієнтів 

(вік, стать) та характеристики інфаркту. Набір даних особливо цінний для 
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машинного навчання, оскільки містить рекомендовані розбиття на навчальні 

та тестові вибірки за схемою 10-кратної крос-валідації. 

Apnea-ECG Database. Цей набір даних для дослідження проблеми 

детекції апное [14] містить 70 записів — 35 навчальних, 35 тестових — 

довжиною від семи до десяти годин кожен. Крім цього, набір містить детальну 

статистику популяції, на якій були зібрані дані. Усі 70 записів містять: ЕКГ 

сигнал частотою 100 Гц; анотацію апное; автоматичну QRS анотацію. Набір 

містить 8 записів SpO2 сигналу. 

St. Vincent’s University Hospital / University College Dublin Sleep Apnea 

Database. Містить 25 записів нічного сну [15]. Усі 25 записів містять сигнали 

полісомнографії — ЕЕГ, ЕОГ, ЕМГ, а також ЕКГ і SpO2 сигнал з 

пульсоксиметра на пальці. Цей набір даних також надає досить детальну 

статистику популяції, з якої отримано сигнали. 

ICBHI Challenge 2017 [16] містить аудіозаписи, анотовані початковими 

та кінцевими часовими мітками дихальних циклів. Набір даних ICBHI містить 

6898 дихальних циклів, загальною тривалістю близько 5.5 годин. Він був 

поділений авторами на тренувальний набір (60%) та тестовий набір (40%), 

гарантуючи відсутність записів від певного пацієнта у двох наборах 

одночасно.
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РОЗДІЛ 2. АДАПТАЦІЯ АУДІОСПЕКТРОГРАМНИХ 

ТРАНСФОРМЕРІВ ДЛЯ ВИЗНАЧЕННЯ ЧАСТОТИ ДИХАННЯ 

 

2.1 Вибір архітектури нейромережі 

Оцінка частоти дихання та діагностика апное уві сні традиційно 

здійснювалися за допомогою полісомнографії (ПСГ), яка передбачає 

комплексний запис біофізіологічних сигналів під час сну. Проте, цей метод є 

дорогим, трудомістким і потребує спеціалізованого обладнання, що 

ускладнює його широке застосування. Натомість використання аудіозаписів 

для оцінки частоти дихання пропонує більш доступний та економічний підхід, 

завдяки можливості застосовувати доступні пристрої для запису звуку, 

спрощуючи процес скринінгу. 

Сучасні дослідження активно впроваджують різні моделі машинного 

навчання для оцінки частоти дихання на основі даних ICBHI [16]. Наприклад, 

модель BiLSTM (двонаправлена LSTM) [17] продемонструвала середню 

абсолютну похибку (MAE) 1.0, підтверджуючи потенціал глибокого навчання 

в цьому напрямку. Однак, з огляду на значний прогрес у трансформерних 

моделях, передбачається, що аудіоспектрограмні трансформери (AST) [18] 

можуть перевершити існуючі підходи завдяки кращій здатності аналізувати та 

моделювати часові залежності в аудіоданих. 

У спорідненому дослідженні [19] було використано модель AST, яка 

досягла передових результатів у класифікації дихальних звуків на наборі 

даних ICBHI. Це демонструє ефективність AST у моделюванні складних 

аудіошаблонів і підкреслює її перспективність для інших застосувань, зокрема 

оцінки частоти дихання. 

Аудіоспектрограмний трансформер (AST) – це модель глибокого 

навчання, розроблена для класифікації аудіоданих. Вона перетворює «сирі» 

аудіозаписи у набір ознак за допомогою блочного фільтра, який виділяє 

ключові частотні компоненти у часовому контексті. Отримані ознаки 

обробляються як зображення та подаються до Vision Transformer [20]. Vision 
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Transformer застосовує механізми самоуваги для аналізу складних 

залежностей у часі та частоті, забезпечуючи навчання ієрархічних 

представлень аудіосигналів. Трансформер складається з кількох шарів блоків 

уваги та мереж прямого поширення, що дозволяє йому розпізнавати складні 

патерни у спектрограмних зображеннях. 

У цьому дослідженні була використана попередньо навчена модель AST 

[21]. Вона продемонструвала середню точність (mAP) 0.4593 при оцінюванні 

на наборі даних AudioSet. Спочатку компонент Vision Transformer моделі був 

навчений на даних ImageNet, після чого весь AST був донавчений на AudioSet. 

Це дозволило моделі засвоїти стійкі ознаки з обширних аудіо- та візуальних 

наборів даних. 

Для адаптації моделі AST до задачі визначення частоти дихання було 

застосовано передавальне навчання (transfer learning). Цей процес включав 

донавчання (fine-tuning) моделі на наборі даних ICBHI 2017, що дозволило 

моделі використовувати інформативні ознаки, отримані з великих наборів 

AudioSet та ImageNet, і адаптуватися до унікальних характеристик дихальних 

звуків. Зважаючи на обмежений розмір набору даних ICBHI, застосування 

попередньо навченої моделі стало ключовим для досягнення покращених 

результатів, оскільки це забезпечило використання широких знань із 

різноманітних аудіо- та візуальних даних. 

 

2.2 Адаптація моделі для визначення частоти дихання 

Для адаптації моделі AST до оцінки частоти дихання були реалізовані 

такі модифікації (рис. 2.1-2.3): 

1. Попередньо навчена модель та донавчання: Модель AST була 

ініціалізована з використанням попередньо навченого checkpoint [6]. 

У процесі донавчання ми вирішили зафіксувати перші десять шарів і 

донавчати лише останні два шари. Такий підхід дозволяє 

використовувати знання, які вже були закодовані в початкових 

шарах, і водночас адаптувати останні шари до конкретного завдання 
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визначення частоти дихання. Заморожування більшості шарів сприяє 

збереженню загальних можливостей моделі з екстракції аудіо 

характеристик, одночасно дозволяючи навчати специфічні для задачі 

особливості в донавчених шарах. 

2. Методи агрегації: Було досліджено два різних методи об'єднання 

ознак уздовж часового виміру: агрегування з механізмом уваги та 

згорткове агрегування. 

● Агрегування з механізмом уваги (рис. 2.2): Агрегування з 

механізмом уваги обчислює зважену суму вхідних ознак, де 

ваги навчаються під час тренування. Цей підхід дозволяє 

моделі фокусуватися на найбільш релевантних частинах 

аудіосигналу для оцінки частоти дихання. Подані формули 

описують механізм уваги: 

o Обчислити ваги механізму уваги як простий скалярний 

добуток: 𝑠 = 𝑥𝑊𝑎, де 𝑥 – вхідна матриця ознак форми 

[𝑏𝑎𝑡𝑐ℎ, 𝑡𝑖𝑚𝑒, 𝑓𝑒𝑎𝑡𝑢𝑟𝑒𝑠], 𝑊𝑎 – ваги механізму уваги, що 

вивчаються, форми [𝑓𝑒𝑎𝑡𝑢𝑟𝑒𝑠, 1]. 

o Застосувати softmax для отримання ваг механізму 

уваги: 𝑎 = 𝑠𝑜𝑓𝑡𝑚𝑎𝑥(𝑠) 

o Обчислити зважену суму вхідних ознак: 𝑦 = ∑𝑖 𝑥𝑖𝑎𝑖, 

де 𝑖 індексує часовий вимір. 

● Згорткове агрегування (рис. 2.3): включає передачу вхідних 

ознак через серію згорткових шарів, за якими слідує глобальне 

агрегування. Конкретно, вхідні ознаки спочатку 

транспонуються у форму [𝑏𝑎𝑡𝑐ℎ, 𝑓𝑒𝑎𝑡𝑢𝑟𝑒𝑠, 𝑡𝑖𝑚𝑒]. Потім вони 

обробляються двома 1D згортковими шарами, кожен з яких має 

розмір ядра (kernel) 5, крок (stride) 1, заповнення (padding) 2 та 

розширення (dilation) 1. За кожним згортковим шаром слідує 

пакетна нормалізація (batch normalization) та активаційна 
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функція ReLU. Після кожного шару пакетної нормалізації 

застосовується Dropout з частотою 0.1, щоб запобігти 

перенавчанню. У кінці, шар адаптивного середнього 

агрегування зменшує часовий вимір до одного, створюючи 

вектор ознак фіксованої довжини для кожного вхідного зразка. 

3. Повнозв’язний шар: Вихід шару агрегування, чи то з агрегування з 

механізмом уваги, чи згорткового агрегування, подається на 

повнозв’язний шар. Цей шар робить фінальне передбачення кількості 

дихальних циклів, яке може бути перетворене на частоту дихання. 

Змінена архітектура таким чином поєднує потужні здібності моделі AST 

до екстракції ознак зі специфічними під задачу адаптаціями для ефективного 

визначення частоти дихання. 

 

 

Рисунок 2.1. Загальна архітектура моделі AST, адаптованої для визначення 

частоти дихання. У квадратних дужках позначено форми тензорів: B – batch 

(пакет), W – waveform (сире аудіо, залежність амплітуди від часу), T – time 

(час), F – features (ознаки). Абревіатурою FC позначено повнозв’язний шар 

 

 

Рисунок 2.2. Агрегування з механізмом уваги 

 

 

Рисунок 2.3. Згорткове агрегування. Абревіатури шарів: BN – batch 

normalization, DO – dropout 

 

 

 

 



17 

 

2.3 Особливості навчання моделі 

Для підвищення стійкості та узагальнюваності моделі AST було 

застосовано нарощення даних за допомогою техніки SpecAugment 

(запропонованої у [22], застосованої до проблеми класифікації на наборі даних 

ICBHI у [19]). SpecAugment особливо ефективний для аудіоданих, оскільки він 

вводить варіації спектрограми, не змінюючи сам аудіозапис. Процес 

нарощення даних включав маскування частот та часу. Маскування частот було 

застосовано з параметром 𝐹 = 48 (максимальна кількість маскованих 

частотних діапазонів; фактична довжина маски обиралася для кожного пакету 

випадковим чином з діапазону [0;  48)) і двома масками частот на 

спектрограму. Маскування часу було застосовано з параметром T=160 

(максимальна кількість маскованих аудіокадрів) і двома часовими масками на 

спектрограму. Ця стратегія нарощення даних допомагає моделі навчатися 

більш інваріантним ознакам, імітуючи ефект відсутності частот і часових 

сегментів у вхідних спектрограмах. 

Навчання проводилося з розміром пакету 64, і модель тренувалася до 

100 епох. Протягом процесу навчання ми бачили, що найкраща точність 

зазвичай досягалася між 30 та 50 епохами. Це спостереження інформувало 

критерії ранньої зупинки, забезпечуючи ефективне та результативне навчання 

моделі без перенавчання. 

Як функцію втрат було використано середню абсолютну похибку (Mean 

Absolute Error; MAE), яка підходить для задач регресії, як-то визначення 

частоти дихання. Формула MAE: 

                                            𝑀𝐴𝐸 =
1

𝑛
∑𝑛

𝑖=1 |𝑦𝑖 − 𝑦̂𝑖|                                     (2.1) 

де 𝑦𝑖  і 𝑦̂𝑖  – справжні та передбачені значення відповідно.  

Наша варіація аудіоспектрограмного трансформера навчалась за 

допомогою оптимізатора AdamW [23]. Цей оптимізатор добре підходить для 

трансформерних архітектур через його здатність виконувати згасання ваг 

(weight decay) окремо від кроку оновлення градієнту. Швидкість навчання 
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(learning rate) була встановлена на рівні 10−3, з бета-параметрами (0.9, 0.999), 

значенням епсілон 10−6, і згасанням вагів 0.01. Для покращення процесу 

навчання його швидкість варіювалась за косинусоїдальним розкладом із 

попереднім розігрівом. Розклад включав 120 кроків розігріву, і загалом 

застосовувався протягом 2000 кроків навчання, динамічно змінюючи 

швидкість навчання на кожному кроці задля покращення збіжності та точності 

моделі. 

 

2.4 Результати 

Результати, наведені в табл. 2.1 нижче, включають дві варіації нашої 

моделі: одну – з агрегуванням з механізмом уваги та іншу – зі згортковим 

агрегуванням. Графік узгодженості (parity plot), зображений на рис. 2.4, 

порівнює передбачені та очікувані кількості дихальних циклів для нашої 

найкращої моделі (що використовує згорткове агрегування). Результат із 

попередньої публікації [17] наведено для порівняння. Відмітимо, що її автори 

використали менший набір даних із 335 записами у тренувальному наборі (з 

539), а їхній тестовий набір складався з 84 записів (з 381). Наші результати – з 

фінального навчання моделі, виконаного на повному тренувальному наборі, 

отримані з оцінки моделі на повному тестовому наборі. На додачу до MAE, 

описаної вище, таблиця включає дві інші метрики: 

● MRE (Mean Relative Error; середня відносна похибка, %): 

                                     𝑀𝑅𝐸 =
100

𝑛
∑𝑛

𝑖=1
|𝑦𝑖−𝑦̂𝑖|

𝑦𝑖
                                              (2.2) 

● R2 (коефіцієнт детермінації) 
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Таблиця 2.1  

Метод Набір даних MAE MRE, % R2 

Попередня публікація – 

BiLSTM [17] 

ICBHI 

(підмножина) 

1.0 Не 

вказано 

Не 

вказано 

Наша модель (AST + 

агрегування з механізмом 

уваги) IBCHI 

(повний) 

0.9948 15.33 0.7594 

Наша модель (AST + 

згорткове агрегування) 

0.8320 12.56 0.8192 

 

Рисунок 2.4. Графік узгодженості, що порівнює справжні кількості 

дихальних циклів (вісь Х) із передбаченими (вісь Y) моделлю, що 

використовує згорткове агрегування. Пунктирна лінія під 45 градусів 

відповідає ідеальним передбаченням і показана для порівняння
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РОЗДІЛ 3. МУЛЬТИМОДАЛЬНА АГРЕГОВАНА МОДЕЛЬ ДЛЯ 

ВИЗНАЧЕННЯ ДИХАЛЬНИХ І СЕРЦЕВИХ ЗАХВОРЮВАНЬ 

 

У першому розділі було досліджено попередні роботи із застосування 

машинного навчання для виявлення апное уві сні, а також проаналізовано 

наявні базові моделі для роботи з часовими рядами. У другому розділі було 

розроблено модель визначення частоти дихання за аудіозаписами. Побудова 

системи виявлення дихальних і серцевих захворювань за даними з декількох 

модальностей (отриманих з різних сенсорів, як-то ЕКГ, ФПГ, оксиметрії) 

потребує експериментів із підходами мультимодальної агрегації, а також 

розробки нових архітектур поєднання моделей.  

У праці [24] пропонується детальний огляд підходів мультимодальної 

агрегації. Розроблений авторами підхід є прикладом застосування 

мультимодального машинного навчання для аналізу сигналів, отриманих з 

найбільшої кількості носимих сенсорів: ЕКГ, SpO2, сигнали з респіраторних 

ременів. У ній описується новий підхід (Branched Fusion Method with Backward 

Shortcut Connections (BFM-SC)) до детекції апное за даними з багатьох 

сенсорів, що використовує зворотні обхідні з’єднання (Backward Shortcut 

Connections) в архітектурі нейронної мережі. Цю архітектуру показано на рис. 

3.1 (діаграма (г)); у роботі цей підхід порівнюється з архітектурами (a)–(в).  
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                                          a                                б 

 

                                         в                         г 

Рисунок 3.1. Архітектури сенсорного синтезу [24]: а — Single Input Method 

(SIM); б — Multi Input Method (MIM); в — Branched Fusion Method (BFM); г 

— Branch Fusion Method with Backward Shortcut Connection (BFM-SC) 

 

Запропонований метод BFM-SC переважає BFM, оскільки під час 

тренування нейронної мережі максимізується використання даних з кожного 

сенсора одночасно, у той час як у BFM можлива ситуація, коли один з каналів 

надаватиме достатньо інформації, а інші матимуть нульову вагу.  

Цей підхід, як стверджується, дає кращі результати (перевірено на 

наборі даних Sleep-Heart-Health-Study-1) порівняно з двома простішими 

підходами до сенсорного синтезу:  

● конкатенація декількох сигналів в один, який подається на вхід 

нейронної мережі (Multi Input Method, MIM) — метод раннього синтезу 

(early fusion);  

● поділ нейронної мережі на дві частини, де перша частина отримує на 

вхід сигнали від сенсорів і повертає їх репрезентації, які, у свою чергу, 

подаються на вхід другій частині, яка вже повертає результат (Branched 

Fusion Model, BFM) — метод пізнього синтезу (late fusion).  

Авторами отримано AUPRC (Area Under the Precision-Recall Curve) від 

0,61 до 0,78 залежно від групи пацієнтів у наборі даних Sleep-Heart-Health-

Study-1 [12]. Це показує, що проблему автоматичного визначення апное уві сні 
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за сигналами з носимих сенсорів ще не вирішено, і це обґрунтовує 

необхідність подальших досліджень з пошуку ефективніших методів 

машинного навчання, або ж методів їх поєднання з класичними методами з 

галузей цифрової обробки сигналів і статистики.  

Метод пізнього синтезу видається кращим, оскільки він дає можливість 

використовувати різні моделі залежно від модальності. Зокрема, підхід 

пізнього синтезу дає можливість інтегрувати у модель додаткові модальності, 

такі як аудіозапис дихання, опрацювання якого вимагає іншої архітектури 

нейромережі, відмінної від тієї, яка застосовується для часових рядів.  

Багатозадачне навчання (multi-task learning), яке передбачає одночасне 

навчання моделі для виконання кількох взаємопов’язаних задач, може значно 

підвищити її надійність та точність у прогнозуванні апное сну та фібриляції 

передсердь (ФП) за сигналами ЕКГ, SpO₂ та дихання. Одночасне навчання для 

цих задач дозволяє моделі створювати спільні представлення, які 

відображають загальні фізіологічні закономірності, наприклад, взаємозв’язок 

між серцево-судинною та дихальною дисфункціями. Таке спільне розуміння 

не лише покращує узагальнення моделі на нових даних, але й виконує роль 

неявної регуляризації, знижуючи ризик перенавчання для однієї конкретної 

задачі. Більше того, багатозадачне навчання може допомогти створити модель, 

здатну виконувати диференціальну діагностику, а саме відрізняти аритмію від 

апное, вивчаючи патерни, притаманні кожному з цих захворювань, що може 

значно покращити точність класифікації, оскільки і аритмія, і апное, 

проявляються на ЕКГ як певні відхилення від звичайної форми серцевого 

ритму. 

Навчання моделі на більш інформативних даних шляхом введення 

допоміжних задач, таких як прогнозування характеристик QRS-комплексу з 

ЕКГ або оцінка тяжкості епізодів апное, може ще більше підвищити якість 

моделі. Ці допоміжні задачі, хоча й не мають прямого практичного 

застосування, забезпечують додаткові сигнали навчання, які спрямовують 

модель на розпізнавання тонких фізіологічних деталей у вхідних даних. Такий 
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підхід сприяє розробці стійких представлень ознак, оскільки модель повинна 

навчитися розпізнавати патерни, що мають значення як для основних, так і для 

допоміжних завдань. Допоміжне навчання також діє як форма регуляризації, 

заохочуючи модель до кращої узагальненості та точнішого передбачення. 

Практика навчання на допоміжних завданнях, яка часто називається 

допоміжним навчанням (auxiliary task learning), доповнює багатозадачне 

навчання, збагачуючи процес тренування додатковими анотаціями, що 

поглиблюють розуміння моделі щодо даних. Разом ці стратегії — 

багатозадачне та допоміжне навчання — дозволяють моделі використовувати 

зв’язки між задачами та опрацьовувати детальні характеристики сигналів, 

створюючи більш надійну та узагальнену систему для передбачення апное уві 

сні та фібриляції передсердь. 
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ВИСНОВКИ ТА ПРОПОЗИЦІЇ 

 

У цьому дослідженні було проведено детальний аналіз сучасних методів 

машинного навчання для виявлення апное уві сні та інших дихальних і 

серцевих захворювань за допомогою фізіологічних сигналів. Розглянуто різні 

архітектури нейронних мереж, зокрема мультимодальні комбіновані моделі, 

які використовують сигнали з носимих сенсорів, таких як ЕКГ, ФПГ та SpO₂. 

Також були оцінені наявні великі базові переднавчені моделі для аналізу 

часових рядів і їх потенційне застосування до фізіологічних сигналів. 

У другому розділі було розроблено та адаптовано аудіоспектрограмний 

трансформер (AST) для визначення частоти дихання за аудіозаписами. 

Використання переднавчених моделей та методів агрегування ознак 

дозволило досягти покращених результатів порівняно з попередніми 

підходами. Зокрема, модель зі згортковим агрегуванням досягла середньої 

абсолютної похибки (MAE) 0,8320 на повному тестовому наборі даних ICBHI, 

що перевершує результати попередніх досліджень. 

У третьому розділі було обґрунтовано необхідність розробки 

мультимодальних моделей для одночасного аналізу даних з різних сенсорів. 

Підхід пізнього синтезу (late fusion) виявився перспективним для поєднання 

моделей, адаптованих до специфіки кожної модальності. Використання 

багатозадачного навчання та допоміжних задач може підвищити точність та 

надійність моделей, дозволяючи їм вивчати спільні представлення та 

диференціювати схожі патологічні стани. 

Пропозиції для подальших досліджень: 

1. Розробка мультимодальних моделей: Необхідно продовжити 

дослідження та розробку моделей, які можуть ефективно інтегрувати 

дані з різних сенсорів, зокрема ЕКГ, ФПГ, SpO₂ та аудіозаписи дихання. 

Підхід пізнього синтезу (late fusion) слід застосовувати для поєднання 

моделей, оптимізованих для кожної модальності. 



25 

 

2. Використання багатозадачного навчання: Впровадження 

багатозадачного навчання може покращити узагальнюючу здатність 

моделей, дозволяючи їм одночасно вивчати взаємозв’язані задачі, такі 

як виявлення апное уві сні та фібриляції передсердь. 

3. Залучення великих базових моделей: Слід дослідити можливості 

використання великих переднавчених моделей, таких як TimesNet, 

Mamba, MOMENT та інших, для аналізу фізіологічних часових сигналів. 

Їх здатність вивчати складні часові залежності може сприяти 

покращенню результатів у задачах класифікації та прогнозування. 

4. Розширення та збагачення наборів даних: Для підвищення 

ефективності моделей необхідно збільшити розмір та різноманітність 

наборів даних, особливо тих, що містять мультимодальні записи. Це 

дозволить моделям краще узагальнювати знання та підвищить їх 

стійкість до різних типів шуму та артефактів. 

5. Використання допоміжних задач: Інтеграція допоміжних задач, таких 

як прогнозування характеристик QRS-комплексу чи оцінка тяжкості 

епізодів апное, може забезпечити додаткові сигнали для навчання та 

сприяти більш глибокому розумінню моделей фізіологічних процесів. 

Загалом, результати дослідження демонструють перспективність 

використання сучасних методів машинного навчання та глибоких нейронних 

мереж для аналізу фізіологічних сигналів. Подальший розвиток у цьому 

напрямку може значно покращити якість скринінгу дихальних та серцевих 

захворювань, пришвидшити їх виявлення на ранніх стадіях, зробити його 

більш доступним і ефективним.
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